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Wstêp

W ci¹gu ostatnich piêtnastu lat automatyczna detekcja znaków, przede wszystkim na
zdjêciach, ale i w chmurze punktów pozyskanej ze skaningu laserowego, sta³a siê przedmio-
tem wielu badañ. Opracowane algorytmy s¹ najczê�ciej wykorzystywane do celów inwenta-
ryzacyjnych oraz w systemach wspomagania kierowców. Wraz z szybkim rozwojem tech-
nologii pomiarowych i informatycznych mo¿na zaobserwowaæ coraz wiêcej nowych, bar-
dziej skutecznych rozwi¹zañ.

Systemy wspomagania kierowców tworzone s¹ w celu poprawy bezpieczeñstwa uczest-
ników ruchu. Informacje o ograniczeniach prêdko�ci oraz o miejscach wymagaj¹cych wiêk-
szej uwagi, takich jak: przej�cia dla pieszych, przejazdy kolejowe lub oblodzenie na drogach,
zwiêkszaj¹ komfort jazdy, który ma bezpo�redni wp³yw na obni¿enie poziomu stresu kie-
rowcy. Jednak¿e nadrzêdnym celem takich systemów jest zminimalizowanie ludzkich b³ê-
dów, które stanowi¹ g³ówne przyczyny wypadków. Poniewa¿ systemy te ostrzegaj¹ kierow-
cê o bezpo�rednich zagro¿eniach, powinny one pracowaæ w czasie rzeczywistym. Niezbêd-
ne wiêc jest, aby dzia³a³y szybko, na ma³ym i mo¿liwie niedrogim sprzêcie. Ponadto zebrane
dane nie mog¹ zajmowaæ zbyt du¿o przestrzeni dyskowej. Podczas, gdy istniej¹ce systemy

*Prace zrealizowane w tym artykule zosta³y wykonane w ramach grantów dziekañskich: 15.11.150.129
oraz 15.11150.244, a tak¿e projektu badawczego nr 5.5.150.219.
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wspomagania kierowców zawieraj¹ zazwyczaj jedn¹ �redniorozdzielcz¹ kamerê, systemy do
celów inwentaryzacyjnych mog¹ sk³adaæ siê z kilku precyzyjnych sensorów, takich jak:
wysokorozdzielcze kamery b¹d� skanery laserowe. Systemy do inwentaryzacji tworzone s¹
w celu kontrolowania stanu znaków drogowych i kolejowych oraz ich braku w wyznaczo-
nym miejscu trasy. Oczywi�cie, wykorzystanie ró¿norodnych sensorów prowadzi zwykle
do otrzymania du¿ej liczby danych i podniesieniu ich dok³adno�ci. W zwi¹zku z tym, wyma-
gaj¹ one urz¹dzeñ o du¿ej mocy obliczeniowej oraz przetwarzania danych w trybie ofline.

Istnieje kilka problemów zwi¹zanych z charakterystyk¹ systemów opisanych powy¿ej. Z
racji tego, i¿ obrazy pozyskiwane s¹ na otwartej przestrzeni, ich jako�æ mo¿e byæ niska ze
wzglêdu na ró¿norodne warunki pogodowe oraz zmienno�æ o�wietlenia. Dodatkowo, nag³e
przesuniêcia pojazdu pomiarowego wywo³uj¹ gwa³towne zmiany jasno�ci, które nie s¹ wy-
starczaj¹co szybko uwzglêdniane w parametrach automatycznej ekspozycji kamer. Nale¿y
wzi¹æ równie¿ pod uwagê utrudnienia w detekcji, spowodowane przys³oniêciem oraz skrê-
ceniem znaków w trakcie ruchu pojazdu, ich stanem: uszkodzeniem, zabrudzeniem czy zmian¹
kolorystyki zwi¹zan¹ z up³ywem czasu.

Prawie ka¿dy opracowany algorytm opiera siê na charakterystycznych, wybranych ce-
chach znaków, odró¿niaj¹cych je od innych obiektów. Do atrybutów tych nale¿¹ proste
geometryczne kszta³ty oraz podstawowe kolory.

Rozwi¹zanie problemu detekcji znaków zale¿y od wielu czynników. Nale¿y do nich typ
urz¹dzeñ wykorzystanych do rejestracji danych, kategorie wykrywanych znaków oraz ma-
tematyczne rozwi¹zania zaimplementowane w algorytmie detekcji. Metody ró¿ni¹ siê w za-
le¿no�ci od celu jaki postawi³ przed sob¹ jego autor, typu znaków wziêtych po uwagê oraz
mo¿liwego poziomu wszechstronno�ci procedury.

Detekcja, rozpoznanie i klasyfikacja znaków �
schemat postêpowania

Ca³y proces, maj¹cy na celu wykrycie znaków zarówno na obrazach, jak i w chmurze
punktów, mo¿na podzieliæ na dwa zasadnicze etapy. Pierwszy prowadzi do wskazania praw-
dopodobnego po³o¿enia znaku oraz rozpoznania jego przynale¿no�ci do odpowiedniej kate-
gorii obiektów. Etapem drugim jest klasyfikacja, która pozwala okre�liæ rodzaj znaku we-
wn¹trz grupy. Etapy te s¹ oczywi�cie poprzedzane pozyskaniem danych. Nie jest to integral-
na czê�æ ca³ego procesu, jednak typ zebranych informacji i ich liczba wp³ywa znacz¹co na
kszta³t tworzonych algorytmów.

Pozyskanie danych

Wiêkszo�æ systemów opisanych w niniejszym artykule wykorzystuje niskorozdzielcze
obrazy z kamery cyfrowej (Zakoluta et al., 2012; Gao et al., 2006; Ruta et al., 2009; Fang et
al., 2004) lub kamery wideo zamontowanej w przedniej czê�ci pojazdu (Marmo et al., 2006).
Mo¿na te¿ spotkaæ wykorzystanie danych pochodz¹cych z bardziej rozbudowanych syste-
mów pomiarowych (Timofte et al., 2009; Arnoul et al., 1996; Chen et al., 2006).

Jeden z bardziej z³o¿onych systemów pozyskiwania danych sk³ada³ siê z o�miu kamer
cyfrowych zamontowanych na dachu samochodu oraz jednostek GPS i INS (Timofte et al.,
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2009). Liczba wykorzystanych sensorów oraz ich uk³ad pozwoli³ na uzyskanie kompletnej
informacji o otoczeniu drogi oraz o przestrzennym po³o¿eniu wykrytego znaku. Inny system
(Chen et al., 2006) pozwalaj¹cy na okre�lenie lokalizacji znaków, sk³ada³ siê z kamery cyfro-
wej, dwóch skanerów laserowych oraz jednostki pozycjonuj¹cej. Pierwszy skaner profilo-
wa³ w zakresie 360°, drugi by³ skierowany do ty³u, rejestruj¹c tylko powierzchniê drogi.
Kamera cyfrowa zosta³a zamontowana na dachu pojazdu i skierowana zgodnie z kierunkiem
jazdy. Georeferencjê wynikom pomiaru zapewnia³ system GPS/IMU. Innym rozwi¹zaniem
by³o zastosowanie sensorów, pozwalaj¹cych na ³atwiejsz¹ identyfikacjê znaków przez wy-
korzystanie ich specyficznych cech. Przyk³adem jest pos³u¿enie siê w³a�ciwo�ci¹ silnego
odbijania �wiat³a noc¹ przez znaki pokryte pow³ok¹ odblaskow¹ (Arnoul et al., 1996). Opisa-
ny system pomiarowy sk³ada siê z kamery cyfrowej, kamery NIR, halogenu promieniowania
podczerwonego oraz systemu nawigacyjnego.

W przypadku tworzenia mechanizmu wykrywania znaków dla celów inwentaryzacji (w od-
ró¿nieniu od systemów wspomagania kierowców), okre�lenie po³o¿enia przestrzennego obiek-
tów jest niezbêdnym elementem ca³ego procesu. Jednak wyznaczenie georeferencji spotyka-
ne jest stosunkowo rzadko. Przyk³adem s¹ trzy systemy opisane powy¿ej.

Detekcja znaku i okre�lenie jego przynale¿no�ci
do grupy funkcyjnej

Istnieje wiele sposobów okre�lenia po³o¿enia znaku na zdjêciu, a nastêpnie jego powi¹za-
nia z dan¹ grup¹ znaków. Najbardziej powszechnym jest dwuetapowa analiza bazuj¹ca na
g³ównych cechach znaków: ich barwach oraz prostych geometrycznych kszta³tach. W przy-
padku obrazów cyfrowych, proces wykrywania rozpoczyna siê od wyboru przestrzeni ko-
lorów. Podstaw¹ detekcji jest zwykle model RGB (Zakoluta et al., 2012; Timofte et al., 2009;
Ninot et al., 2010). Poniewa¿ jest on wra¿liwy na modyfikacje o�wietlenia wywo³ane przez
zmiany jasno�ci oraz pojawianie siê cieni, wykorzystywany jest tak¿e model HSV (Ruta et
al., 2009) oraz model HSI (Fang et al., 2003; Marmo et al., 2006). Innym sposobem wyklu-
czenia b³êdów, spowodowanych zmianami o�wietlenia, jest zastosowanie modeli wizyjnych,
które pos³u¿y³y Gao (Gao et al., 2006) do zbudowania deskryptorów kolorów. Autor w celu
przej�cia z przestrzeni kolorów CIE XYZ do LCH (Lightness, Chroma, Hue) u¿y³ modelu
CIECAM 97.

W nastêpnym kroku przeprowadzany jest proces segmentacji, który przez dobór odpo-
wiednich przedzia³ów progowania, pozwala ograniczyæ przestrzeñ poszukiwañ do miejsc
prawdopodobnego po³o¿enia znaku. Segmentacji mo¿e zostaæ poddany ka¿dy ze sk³ado-
wych kana³ów reprezentacji barw, pojedynczy kana³ (Fang et al., 2003), kombinacja kana-
³ów lub obraz uzyskany w wyniku relacji miêdzy wybranymi kana³ami, gdzie jeden kolor
wybierany jest jako referencyjny (de la Escalera et al., 1997). Niekiedy dokonuje siê wzmoc-
nienia koloru przez u¿ycie filtrów chromatycznych i morfologicznych (Zakoluta et al.,2012),
jak i transformacji kolorów (Ruta et al., 2009). Istnieje równie¿ metoda wykorzystuj¹ca
drzewa czwórkowe (Gao et al., 2006). Inny sposób to automatyczny dobór odpowiednich
progów segmentacji na podstawie histogramów (Marmo et al., 2006) lub wrêcz zestawu
progów przetwarzaj¹cych iteracyjnie (Timofte et al., 2009). Jako wynik powy¿szych dzia³añ
otrzymuje siê dla ka¿dego wybranego koloru obraz binarny.
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Kszta³t i kolor znaku s¹ �ci�le zwi¹zane z jego funkcj¹. Relacja kszta³tu i funkcji oraz
uprzednio wyznaczone obrazy binarne dla wybranych kolorów, umo¿liwiaj¹ zakwalifikowa-
nie znaku do okre�lonej kategorii. Aby to wykonaæ wykorzystuje siê kilka ró¿nych metod.
Jedna z nich opiera siê na wykrywaniu wierzcho³ków znaków (de la Escalera et al., 1997).
Rozpoznanie wykonywane jest przez analizê obrazu segmentacji zestawem masek, odrêb-
nych dla ka¿dej kategorii znaku. Na podstawie rezultatów wyodrêbnienia wierzcho³ków oraz
bazuj¹c na cechach geometrycznych znaków, wpasowane zostaj¹ odpowiednie kszta³ty. In-
nym interesuj¹cym rozwi¹zaniem mo¿e byæ zastosowanie map krawêdzi (Ruta et al., 2009).
Zostaj¹ one utworzone przez przetworzenie obrazu prostym filtrem ró¿nicowym, którego
wynik poddany zostaje progowaniu. Dla ka¿dego piksela, buduj¹cego krawêd� na uzyskanej
mapie, obliczane s¹ warto�ci gradientu kierunkowego. Tak utworzona para: mapa krawêdzi
oraz mapa gradientów kierunkowych, zostaje przeanalizowana przez odpowiednie detektory
regularnych poligonów. W wyniku przeprowadzonych operacji otrzymuje siê zbiór kszta³-
tów znaków w predefiniowanych skalach. Kolejna metoda pozwalaj¹ca wykrywaæ kszta³ty
opiera siê na histogramach zorientowanych gradientów wykorzystywanych jako deskrypto-
ry cech (Zakoluta et al., 2012). Technika ta zlicza wyst¹pienia zmian orientacji gradientu w
okre�lonych fragmentach obrazu. Deskryptory s¹ nastêpnie wykorzystane do uczenia linio-
wych klasyfikatorów SVM (Maszyna Wektorów No�nych), ka¿dy dla innej grupy znaków.
SVM wymaga przygotowania treningowego zestawu danych. Jest to model uczenia nadzo-
rowanego, stosowany do analizy danych pod k¹tem rozpoznawania wzorców. Tak przygo-
towane detektory pracuj¹ tylko w miejscach okre�lonych przez maskê, weryfikuj¹c obec-
no�æ odpowiedniego kszta³tu. Inne metody wykrycia kategorii znaku opieraj¹ siê na oblicza-
niu histogramów orientacji i porównywaniu z wzorcowymi (Gao et al., 2006) lub prostym
dopasowaniu wzorca (Marmo et al., 2006). Wykorzystanie dopasowania wzorca mo¿e byæ
zastosowane jedynie w wysoko regularnym �rodowisku pomiarowym. Przyk³adem tego
rodzaju �rodowiska jest torowisko kolejowe, gdzie zarówno u³o¿enie znaku jak i po³o¿enie
systemu pomiarowego wzglêdem osi toru jest �ci�le okre�lone.

Inna, bardziej skomplikowana metoda wykrywania kszta³tu bazuje na kombinacji klasyfi-
katorów binarnych opartych na algorytmie Viola-Jones (Timofte et al., 2009). W algorytmie
tym analiza wykonywana jest kaskadowo, najpierw jest realizowane przetwarzanie za po-
moc¹ klasyfikatorów AdaBoost, potem wykorzystywana jest maszyna wektorów no�nych
(SMV) operuj¹ca na znormalizowanych kana³ach RGB, nastêpnie piramidy histogramów
zorientowanych gradientów (HOG) i na koñcu cechy Haar�a, wyodrêbnione na podstawie
AdaBoost (rys. 1). Proces powinien zakoñczyæ siê przyporz¹dkowaniem ka¿dego znaku do
jednej z sze�ciu podstawowych klas. Interesuj¹c¹ w tej metodzie jest dodatkowa weryfikacja
wykrytych znaków przez formu³owanie hipotez przestrzennych. W oparciu o znan¹ orienta-
cjê zewnêtrzn¹ ka¿dego obrazu, wykryte obrazy znaków grupowane s¹ wed³ug hipotezy, ¿e
przedstawiaj¹ ten sam obiekt. W kolejnej metodzie wykrywania znaków stosuje siê sieci
neuronowe (Fang et al., 2003). Wykorzystywane s¹ one dwukrotnie, po raz pierwszy do
stworzenia obrazu uwypuklaj¹cego miejsca zainteresowañ na podstawie koloru, a nastêpnie
do obliczenia obrazu prezentuj¹cego hipotetyczne �rodki znaków na podstawie gradientów.
W obu przypadkach u¿yte s¹ sieci dwuwarstwowe, których warstwy na wej�ciu i wyj�ciu
s¹ obrazami o tym samym rozmiarze. Wyniki przetwarzania ³¹czone s¹ ze sob¹ w jeden obraz
poprzez wnioskowanie rozmyte. Nastêpnie na takiej mapie wyszukiwane s¹ maksima, które
zostaj¹ poddane progowaniu.
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Metoda dwuetapowa jest jednym z podej�æ do problemu wykrywania znaków, jednak
inne metody nie s¹ ju¿ tak ³atwe do sklasyfikowania. Mo¿na wyró¿niæ algorytmy wykorzy-
stuj¹ce jedynie parametry kszta³tu, miêdzy innymi algorytm bazuj¹cy na wykorzystaniu ob-
razów gradientów (Loy et al., 2004). Ca³y proces opiera siê na za³o¿eniu, ¿e wszystkie
obiekty posiadaj¹ regularny, symetryczny kszta³t. W pierwszym kroku obliczane s¹ gradien-
ty ka¿dego piksela obrazu. Nastêpnie obraz jest progowany tak, aby usun¹æ piksele o niskich
warto�ciach. Ka¿dy pozostawiony piksel �oddaje g³os� na po³o¿enie �rodka znaku w odleg³o-
�ci �r� (rys. 4). Powsta³y w ten sposób obraz g³osowania oraz obraz stworzony po znorma-
lizowaniu k¹tów gradientów, po z³¹czeniu tworz¹ obraz odpowiedzi, którego maksima wskazuj¹
po³o¿enie znaku. Wykrywanie przeprowadzane jest osobno dla serii promieni �r� i serii po-
szukiwanych kszta³tów. Poniewa¿ znaki mog¹ byæ zarówno ja�niejsze jak i ciemniejsze od
otoczenia, brane s¹ pod uwagê gradienty z warto�ciami dodatnimi, jak i ujemnymi.
Dodatkowo, w celu usuniêcia obiektów liniowych, w zale¿no�ci od poszukiwanego kszta³tu,
wprowadzana jest warto�æ maksymalna d³ugo�ci linii.

Rys. 4. Proces �g³osowania� pikseli o wysokich gradientach na po³o¿enie �rodka znaku
(�ród³o: Loy et al., 2004)

Inne ciekawe podej�cie zak³ada u¿ycie algorytmu SIFT (Scale � Invariant Feature Trans-
form) (Nassu et al., 2010). W metodzie wydobywania lokalnych cech na obrazach w odcie-
niach szaro�ci, algorytm SIFT wykorzystany zosta³ do ekstrakcji rejonów o kszta³cie koli-
stym, ja�niejszych lub ciemniejszych ni¿ ich otoczenie, dla jednego typu znaków kolejowych
(rys. 2). Proces rozpoczyna siê od gaussowskiego wyg³adzenia oraz uszeregowania obra-
zów w oktawy ró¿ni¹ce siê skal¹. Nastêpnie, jako wynik odjêcia s¹siaduj¹cych ze sob¹
obrazów, tworzona jest mapa odpowiedzi. Wskazywane s¹ na niej lokalne ekstrema oraz
przypisywane warto�ci orientacji gradientów, dla których budowane s¹ deskryptory. Otrzy-
mane w ten sposób elementy ³¹czone s¹ w klastry, wi¹zane nastêpnie w jeden model. Pod-
czas przetwarzania danych, cechy SIFT s¹ wyodrêbniane ze zdjêæ i dopasowywane do
zbiorów cech w modelu (rys. 2). Rozpoznawanie znaku odbywa siê na podstawie podobieñ-
stwa rozmieszczenia punktów charakterystycznych na obrazach wzorcowych oraz na ze-
stawie obrazów wykonanych w terenie.

Istnieje wiele koncepcji, których nie uda³o siê zakwalifikowaæ do grup powy¿ej wymie-
nionych. Analizy mog¹ opieraæ siê wy³¹cznie na kolorze, tak jak w metodzie wykorzystuj¹cej
charakterystyczn¹ wysok¹ odblaskowo�æ znaków (Arnoul et al., 1996). Oprócz klasycznej
segmentacji po kolorze, wykonywana jest w niej równie¿ segmentacja dodatkowo pozyska-
nych obrazów NIR. Dziêki zastosowaniu halogenu NIR znaki powinny odznaczaæ siê wyso-
kimi warto�ciami jasno�ci.

Niewiele algorytmów do wykrywania znaków przetwarza chmury punktów pozyskane
ze skaningu laserowego. Jeden z nich wykorzystuje charakterystyczn¹, tablicow¹ budowê
znaków i ich po³o¿enie bezpo�rednio nad jezdni¹, b¹d� blisko jej krawêdzi (Chen et al., 2006).
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Detekcja poprzedzona jest wydzieleniem powierzchni drogi (na podstawie charakterystycz-
nych nieci¹g³o�ci wystêpuj¹cych na jej krawêdziach). Nastêpnie wykonywane jest klastery-
zacja punktów, le¿¹cych w bezpo�rednim s¹siedztwie drogi, pod k¹tem przynale¿no�ci do
osobnych obiektów. Aby z powsta³ych w ten sposób grup wydobyæ znaki, przeszukiwany
jest rzut chmury na p³aszczyznê XY. Poniewa¿ znaki jako elementy p³askie ustawione s¹
pionowo, wykrywane s¹ krótkie odcinki prostych uwidocznione w tym rzucie. Dalsza we-
ryfikacja potencjalnych znaków wykonywana jest poprzez projekcjê punktów na zdjêcia.
Inna metoda, w której nie da siê wydzieliæ poszczególnych etapów, wykorzystuje detektor
Viola�Jones (Bahlmann et al., 2005). Sk³ada siê on z dwóch komponentów: wra¿liwych na
zmianê kolorów falków Haar�a oraz algorytmu AdaBoost. Drugi ze sk³adników pe³ni po-
dwójn¹ rolê. £¹czy kilka s³abych klasyfikatorów przypisuj¹c im wagi w jeden silny, bêd¹cy
liniow¹ kombinacj¹ zwagowanych, s³abych klasyfikatorów. Drugim zadaniem jest zbudowa-
nie potencjalnych klasyfikatorów Haar�a. Dla ka¿dego typu znaków konieczna jest budowa
osobnego zestawu klasyfikatorów. Parametry klasyfikatorów: wspó³rzêdne wzglêdnego po-
³o¿enia, wysoko�æ, szeroko�æ, zapisywane s¹ w postaci wektora. Dodatkowo do zestawu
w³asno�ci dodano cechê koloru bêd¹c¹ konkretnym kana³em przestrzeni kolorów RGB, ob-
razem maj¹cym warto�ci znormalizowane lub obrazem w odcieniach szaro�ci. Nastêpnie
algorytm AdaBoost tworzy jeden klasyfikator, który analizuje wszystkie obrazy. Wynikiem
pracy tego detektora s¹ przybli¿one wspó³rzêdne po³o¿enia znaku oraz skala.

Ciekawe podej�cie do detekcji znaków wykorzystuje analogiê do modelu rozpoznawania
cz³owieka (Fang et.al., 2004). Proces podzielony zosta³ na trzy etapy: sensoryczny, percep-
cyjny i koncepcyjny. Detekcja i rozpoznanie kategorii znaku wykonywane jest w pierwszych
dwóch etapach. Na pocz¹tku tworzony jest obraz podobieñstwa poszczególnych pikseli do
wzorcowych kolorów znaków. Jest on nastêpnie przetwarzany przez sieæ neuronow¹ STA
w celu utworzenia obrazu uwagi (attention image). Kombinacja obrazu oryginalnego i obra-
zu podobieñstwa tworzy obraz krawêdziowy. Dodatkowe ograniczenie przeszukiwania wpro-
wadzane jest (na podstawie po³o¿enia kamery w poje�dzie i typowego po³o¿enia znaku wo-
bec jezdni) poprzez obraz preatencji (preattention image) (rys. 3).

Po³¹czenie obrazów: krawêdziowego, uwagi i preatencji, tworzy obraz zawieraj¹cy jedy-
nie kandydatów (rys. 3), wokó³ których tworzone s¹ obrysy prostok¹tów, wskazuj¹ce na
znak. Poniewa¿ znajduj¹ siê one czêsto w bezpo�rednim s¹siedztwie, wa¿ne jest ich rozdzie-
lenie. W tym celu piksele obrazu dzielone s¹ na dwie kategorie: 1) plan � dla typowych
kolorów znaków, 2) t³o � dla pozosta³ych. Ze wzglêdu na typow¹ budowê znaku (kolorowa
obwódka i bia³o-czarne wnêtrze) weryfikacja hipotezy znaku i rozdzielenie grup nastêpuje

Rys. 5. Rozdzielenie znaków w rejonach zainteresowañ (�ród³o: Fang et al., 2004)
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przez wydzielenie znaków jedynie w miejscach, gdzie piksele pierwszego planu otaczaj¹
piksele t³a (rys. 5).

Rozpoznanie kategorii znaku wykonywane jest przez sieæ neuronow¹ CART. W pierw-
szym kroku wyodrêbniane s¹ cechy kategoryzuj¹ce wykryte znaki. Wskazuj¹ one na kolor i
kszta³t znaku (z wykluczeniem wnêtrza znaku). Cechy kategoryzuj¹ce wprowadzane s¹ do
sieci CART (kombinacja sieci ART2 z pamiêci¹ d³ugotrwa³¹ LTM). W uproszczeniu, sieæ
neuronowa ci¹gle przystosowuje siê do wprowadzanych danych, a LTM jest przeszukiwana
pod wzglêdem wcze�niej utworzonych wzorców. Znaki przyporz¹dkowywane s¹ do odpo-
wiednich kategorii na podstawie odnalezionych szablonów.

Klasyfikacja

Klasyfikacja to proces przypisania znaku do danego rodzaju w grupie funkcyjnej, na
podstawie ideogramu. Istnieje wiele sposobów pozwalaj¹cych poprawnie sklasyfikowaæ wy-
kryty znak. Czê�æ metod wykorzystuje wpasowanie wzorca (Chen et al., 2006), drzewa
decyzyjne (Zakoluta et al., 2012; Paclík et al., 2000), znormalizowan¹ korelacjê krzy¿ow¹
(Loy et al., 2004). Innym sposobem jest kombinacja przestrzennej lokalizacji obiektu i jego
specyficznych atrybutów (Marmo et al., 2006). Podej�cie to jednak mo¿e byæ wykorzystane
tylko w niewielkiej liczbie przypadków.

Drzewa decyzyjne s¹ szeroko wykorzystywan¹ technik¹ klasyfikacji. W procesie tym
stawiane s¹ odpowiednio dobrane pytania dotycz¹ce atrybutów zbioru elementów, które
nale¿y zakwalifikowaæ do poszczególnych grup. Pytania zadawane s¹ w wê�le drzewa po-
woduj¹c rozga³êzienia, które symbolizuj¹ prawdopodobne odpowiedzi. Po ka¿dej uzyskanej
odpowiedzi zadawane jest kolejne pytanie do momentu, gdy bêdzie mo¿na okre�liæ przyna-
le¿no�æ obiektu do konkretnej klasy. Jedna z metod klasyfikacji znaków wykorzystuje
K-wymiarowe drzewa decyzyjne i drzewa losowe (Zakoluta et al., 2012). Drzewo losowe to
klasyfikator, który sk³ada siê z wielu ma³ych drzew decyzyjnych. Drzewo ro�nie, wykorzy-
stuj¹c podzbiór próbek treningowych, wybranych w sposób przypadkowy. Równie¿ loso-
wo dobierane s¹ atrybuty w ka¿dym wê�le drzewa, które wraz z przedzia³ami progowania
oraz maksymalnym wspó³czynnikiem przyrostu informacji, dziel¹ zbiór danych na dwa pod-
zbiory. Inna metoda wykorzystuj¹ca drzewa decyzyjne implementuje klasyfikatory Lapla-
ce�a w wêz³ach struktury (Paclík et al., 2000). Nieznane gêsto�ci warunkowane przez klasy
w twierdzeniu Bayes�a, stosowane w tradycyjnym podej�ciu, zast¹piono warto�ciami funk-

a b

Rys. 6. Wydobywanie cech
obiektu za pomoc¹ modelu

FOSTS:
a � siatka modelu,

b � obliczona orientacja
segmentów

(�ród³o: Gao et al., 2006)
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cji gêsto�ci na zamkniêtym przedziale, które uzyskane s¹ z niezale¿nego zestawu danych
treningowych.

Klasyfikacjê mo¿na równie¿ wykonaæ z wykorzystaniem opisu cech kszta³tu za pomoc¹
modelu FOSTS (rys. 6) (Gao et al., 2006). Na pocz¹tku wyznaczany jest �rodek znaku na
podstawie jego barwnej obwódki. Nastêpnie tworzona jest siatka, sk³adaj¹ca siê z szesnastu
pó³prostych i trzech okrêgów o ró¿nym promieniu, wszystkie o wspólnym pocz¹tku, b¹d� z
�rodkiem w centrum znaku. Powstaje w ten sposób 49 punktów przeciêcia, w których
obliczana jest orientacja opisuj¹cych obiekt segmentów. Na podstawie tych danych tworzo-
ne s¹ wektory opisuj¹ce cechy kszta³tu znaku. Ostatecznie otrzymany wektor porównywa-
ny jest z wzorcem przetrzymywanym w bazie. Na podstawie podobieñstwa znak zostaje
sklasyfikowany.

Inny sposób powi¹zania potencjalnego znaku z rodzajem wewn¹trz grupy funkcyjnej
wykorzystuje obrazy 2-bitowe o barwach dyskretnych (Ruta et al., 2009). Fragmenty zdjêæ
zawieraj¹ce prawdopodobny znak, otrzymane w wyniku detekcji, s³u¿¹ do utworzenia zesta-
wu danych szablonowych. S¹ one odpowiednio przetwarzane do momentu uzyskania obra-
zów 2-bitowych. Zestaw badanych obrazów poddawany jest transformacji odleg³o�ciowej
w oparciu o cechê koloru. Jej celem jest stworzenie szablonu, uwzglêdniaj¹cego ró¿norod-
no�æ wygl¹du znaków, do porównywania wzorcowych obrazów znaków z analizowanymi.
Nastêpnie definiowane s¹ lokalne rejony, dla których okre�la siê stopieñ niepodobieñstwa
poszczególnych pikseli, przez uzyskanie u�rednionej odleg³o�ci. Jej wskazanie mo¿liwe jest
przez analizê znormalizowanych warto�ci piksela obrazu poddanego transformacji odleg³o-
�ciowej, w odniesieniu do atrybutu koloru dla tego samego piksela na obrazie o kolorach
dyskretnych. Wskazanie regionów najlepiej charakteryzuj¹cych dany znak odbywa siê przez
maksymalizacjê sum otrzymanych lokalnych niepodobieñstw.

Czêsto wykorzystywan¹ metod¹ klasyfikacji obiektów jest sieæ neuronowa. Jedna z ta-
kich metod wykorzystuje sieæ CHAM (Fang et al., 2004). Na pocz¹tku tworzony jest zestaw
cech, który pó�niej zostaje wprowadzony do sieci. Wnêtrze wykrytego znaku zostaje podda-
ne binaryzacji na dwa sposoby. Pierwszy, w którym jasne kolory przyjmuj¹ warto�æ 1, a
pozosta³e 0, i drugi odwrotny. Oba obrazy wprowadzane s¹ do sieci. Sieæ CHAM sk³ada siê
z dwóch warstw. Warstwa wej�ciowa jest macierz¹ 2D, której neurony s¹ w pe³ni po³¹czone
z neuronami warstwy wyj�ciowej, bêd¹cej wektorem. Warstwa wyj�ciowa jest warstw¹
typu winner take it all i decyduje o klasyfikacji znaku. W tej metodzie konieczne jest stwo-
rzenie i wytrenowanie tylu sieci neuronowych ile jest branych pod uwagê kategorii znaków.

Wnioski

Niniejszy artyku³ prezentuje przegl¹d wybranych metod wykrycia, rozpoznania i klasyfi-
kacji znaków drogowych oraz kolejowych. Na przestrzeni ostatnich 15 lat czêsto zajmowa-
no siê tym problemem, a w wielu przypadkach � z sukcesem. W algorytmach zaimplemen-
towano ró¿ne matematyczne i informatyczne rozwi¹zania o zró¿nicowanym stopniu skom-
plikowania. Wybór taki wi¹za³ siê z problemem uniwersalno�ci systemu lub te¿ jego przezna-
czeniem tylko dla wykrycia okre�lonych znaków. Wiêkszo�æ opisanych rozwi¹zañ pomija
aspekt po³o¿enia przestrzennego obiektów oraz jego dok³adno�ci. Jest to poniek¹d skutek
wykorzystania niskorozdzielczych sensorów podczas pobierania danych. Analizuj¹c powy¿-
sze metody nasuwa siê wniosek, ¿e w przysz³ych badaniach nale¿a³oby zwróciæ uwag¹ na
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informacjê o lokalizacji odnalezionego obiektu, przez rozbudowanie istniej¹cych algorytmów
lub te¿ stworzenie nowych. Rozwi¹zanie takie nie tylko pomo¿e rozwin¹æ jeszcze ma³o po-
pularne systemy inwentaryzacji znaków, ale równie¿ pozwoli zasiliæ istniej¹ce bazy danych.
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Abstract

During the last fifteen years, automatic sign recognition in different type of data has become the subject
of many studies. Reasons for these works fall into one of two categories: inventory purposes or drivers
assistance systems. Depending on the purpose of the systems, various types of sensors, acquiring
different type of data, are implemented. Due to their application, drivers assistance systems need small
sensors, bringing limited amount of data, while systems for inventory purposes can use complex
measuring systems, integrating different types of sensors and providing high accuracy and large
volume data. The time is also at issue. Detection and classification of a sign in driver assistance
systems has to be done in real time, while processing of data for inventory purposes can be done off�
line.  Also global positioning of identified signs is significant only in the latter systems. Structures of
proposed algorithms vary and use many different concepts, both from math and information proces-
sing. In this paper, basic concepts of most important algorithms from the last fifteen years are presen-
ted. Data acquisition process and measuring systems are described shortly. Then, data pre-proces-
sing, concepts of detection and, finally, concepts of classification are broadly covered.
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Rys. 1: a - obraz oryginalny, b � obraz po segmentacji, c � ³¹czenie fragmentów, d � wydzielone rejony zainteresowania (�ród³o: Timofte et al., 2009)

Rys. 2. Schemat proponowanego algorytmu SIFT
(�ród³o: Nassu et al., 2010)
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Rys. 3: a � obraz oryginalny, b � obraz uwagi, c � obraz zawieraj¹cy hipotetyczne znaki, d � obraz preatencji, e � obraz uwagi z uwzglêdnionym
obrazem preatencji, f � obraz zawieraj¹cy hipotetyczne znaki z uwzglêdnionym obrazem preatencji (�ród³o: Fang et.al., 2004)


