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Wstep

Nowoczesne technologie teledetekcyjne, w tym lotnicze skanowanie laserowe (ang. ALS
— Airborne Laser Scanning) oraz wysokorozdzielcze zobrazowania satelitarne (ang. VHRS —
Very High Resolution Satellite images), sa coraz czgsciej wykorzystywane w praktyce, a ich
wzajemna integracja w srodowisku GIS otwiera catkowicie nowa przestrzen we wdroze-
niach oraz badaniach naukowych nad zmianami zachodzacymi w $rodowisku.

Zobrazowania satelitarne wykorzystywane sa szeroko do okreslania wybranych cech
zbiorowisk roslinno$ci na drodze klasyfikacji obrazu (Adamczyk, Bedkowski, 2005; Ciot-
kosz, 2005; Lillesand i in., 2007), w tym réwniez roslinnosci obszaréw zurbanizowanych
(Rashed, Jurgens, 2010). Coraz bardziej popularna technologia lotniczego skanowania lase-
rowego pozwala réwniez na wysoce zautomatyzowang detekcje obiektow, w tym réznych
typow roslinnosci (np. wysokiej i niskiej), a dodatkowo na ocene jej charakterystyk, w tym
struktury przestrzennej (Haala, Brenner 1999; Elberink, Maas, 2000; Meinel, Hecht, 2005;
Shan, Toth, 2008; Wezyk, 2008). Technologia ALS, pomimo ze niezmiernie bogata w infor-
macj¢ geometryczng o strukturze 3D obiektow, w wymiarze radiometrycznym ogranicza si¢

* Badania zostaty zrealizowane dzigki $srodkom finansowym w ramach Stypendium im. Anny Pasek,
edycja 2009/2010 (www.annapasek.org).
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zazwyczaj jedynie do wykorzystania wartosci intensywnosci odbicia, co nie jest jeszcze
powszechnie wykorzystywane. Duzym niedomaganiem w klasyfikacji obiektéw w chmurze
punktow jest wlasnie brak informacji wielospektralnej jaka oferuja cyfrowe zdjecia lotnicze
lub inne zobrazowania wielo- i hiperspektralne (Wezyk i in., 2003).

Wsrod wielu tradycyjnych metod przetwarzania obrazéw najbardziej powszechna jest
tzw. klasyfikacja pikselowa. Polega ona na przypisaniu pikselom obrazu odpowiedniej, zdefi-
niowanej przez uzytkownika, klasy pokrycia terenu (Pratt, 2001; Chen, 2007; Scott, 2007).
Tradycyjnie stosowane algorytmy klasyfikacyjne opieraja si¢ na analizie sygnatur, tj. odpo-
wiedzi spektralnej pikseli, ktérych warto$¢ zapisana jest w poszczegolnych kanatach obrazu.
Zastapienie tradycyjnej klasyfikacji przez analizy zgrupowan pikseli (Baatz, Schape, 2000),
pozwala na wprowadzenie do analiz nowych cech (wtasciwosci) zwiazanych z tymi obiek-
tami. Wyodrebnienie w procesie segmentacji homogenicznych fragmentéw obrazu (seg-
mentow, obiektow), pozwala wykorzysta¢ w procesie ich klasyfikacji nie tylko charaktery-
styki spektralne, lecz rowniez cechy zwigzane z ich: wielkoscia, ksztaltem czy sasiedztwem
(Blaschke, Strobl, 2001; Adamczyk, 2006; Navulur, 2007; Blaschke, 2010), czyniac te ana-
lizy skuteczniejszymi w realizacji niz na przyktad w przypadku wykorzystania operacji mor-
fologicznych wspierajacych klasyfikacje pikselowg (Kupidura i in., 2010). Klasyfikacja obiek-
towa obrazu (ang. OBIA — Object Based Image Analysis) opiera si¢ wlasnie na podziale
obrazu na obiekty (segmenty) odzwierciedlajace ich cechy (tzw. meaningful image objects)
i umozliwiajace oceng ich atrybutéw: przestrzennych, spektralnych lub czasowych (Hay,
Castilla, 20006).

Klasyfikacja obiektowa obrazéw (zwana potocznie klasyfikacja zorientowana obiekto-
wo) moze by¢ z powodzeniem stosowana w badaniach zwiazanych z detekcja réznych
zbiorowisk roslinnych, jak i w klasyfikacji pokrycia terenu w miastach (Syed i in., 2005;
Wezyk i in., 2007), przyczyniajac si¢ do podniesienia doktadnosci klasyfikacji nawet o okoto
30% (Chen, 2009).

Metody analizy obrazéw bazujace na uprzednio utworzonych obiektach mozna podzieli¢
na takie, w ktoérych klasyfikacja oparta jest na cechach reprezentatywnych dla danej klasy
obiektdw, tj. polach treningowych (tzw. sample based methods) lub na takie, ktére opieraja
si¢ jedynie na wiedzy i doswiadczeniu operatora (tzw. knowledge based). Te drugie sq wpraw-
dzie trudniejsze do praktycznego wdrozenia, lecz pozwalaja na uzyskanie wigkszej uniwer-
salnosci i skracajq czas przetwarzania duzych zbioréw danych poprzez uniezaleznienie od
wspomnianych pdél treningowych. W procesie obiektowej analizy obrazu wyrdznia si¢ kilka
przeplatajacych si¢ ze soba etapdw, wsrdd ktorych pierwszym jest zawsze segmentacja.
Utworzone obiekty (segmenty) moga by¢ poddawane klasyfikacji, by¢ taczone z innymi,
modyfikowany moze by¢ ich ksztalt lub mogg by¢ poddawane dodatkowemu procesowi
segmentacji (np. bardziej szczegélowemu lub przy zastosowaniu innego algorytmu segmen-
tacji). Ten wieloetapowy proces tworzony jest przez uzytkownika w taki sposob, aby byt jak
najbardziej uniwersalny i tym samym mogt by¢ stosowany dla kolejnych podobnych zesta-
wow danych.

Glownym celem prezentowanych badan bylo opracowanie zautomatyzowanej metody
kartowania klas pokrycia terenu wystepujacych w przestrzeni miejskiej, na drodze integracji
komplementarnych technologii, tj.: wysokorozdzielczych zobrazowan satelitarnych (Geo-
Eye-1) oraz chmur punktow lotniczego skanowania laserowego (ALS). Cel czastkowy pole-
gal rowniez na poréwnaniu doktadnosci klasyfikacji OBIA zbiorowisk roslinnych w oparciu
o rézne zestawy danych wejsciowych, w stopniu mozliwie maksymalnie zautomatyzowa-
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nym, bez stosowania jakichkolwiek pol treningowych. Jednoczes$nie autorzy postawili sobie
za cel przedstawienie statystyk przestrzennych opisujacych zielen miejska w wymiarze 3D i
zaproponowali szersze wykorzystanie danych ALS.

Metodyka

Teren badan

Terenem testowym prezentowanych badan naukowych byl fragment Krakowa, o po-
wierzchni wynoszacej ok. 17,5 km? (3,5 x 5,0 km) zlokalizowany w potudniowej czesci
miasta. Teren analiz wybrano tak, aby obejmowat zaréwno obszary bardzo zwartej zabudo-
wy wysokiej (tzw. blokowiska), jak i niskiej (zabudowa willowa) oraz towarzyszace im
obszary parkéw i innych typow zieleni miejskiej (rys. 1).
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Rys. 1. Teren badan: z lewej — mapa przegladowa Polski oraz granice miasta Krakowa
wraz z wielobokiem obszaru opracowania, z prawej — kompozycja RGB GeoEye-1 (PUWG1992)

Wykorzystane dane przestrzenne

Dane zrodlowe do opracowania metody integrujacej technologie ALS i VHRS stanowity:
chmura punktéw pochodzaca z lotniczego skanowania laserowego z listopada 2006 roku
(udostgpniona dzigki uprzejmosci Biura Planowania Przestrzennego Urzgdu Miasta Krako-
wa) oraz wysokorozdzielcze i wielospektralne obrazy satelitarne GeoEye-1 (GeoEye).

Chmura punktéw ALS zostata wykonana z poziomu $migtowca przy zastosowaniu ska-
nera FLI-MAP (Jedrychowski, 2007). Srednia gesto$é punktéw dla analizowanego obszaru
byta wysoka i wyniosta 22 punkty/m?. Nalezy zaznaczy¢, iz udostepniona chmura punktow
ALS nie posiadata przypisanej informacji na temat numeru odbicia (First/Last Echo), ani tez
jego intensywnosci (ang. intensity).
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Dane ALS zostaly poddane przetwarzaniu wsadowemu w celu eliminacji punktéw o bled-
nym potozeniu (tzw. low points i air points), a takze klasyfikacji gruntu. Na podstawie wyge-
nerowanego numerycznego modelu terenu (Axelsson, 2000; algorytm zaimplemento-
wany w oprogramowaniu Terrasolid) przeprowadzono normalizacj¢ chmury punktéw. Pro-
ces ten mial na celu transformacj¢ wspotrzednych wysokosciowych bezwzglednych punk-
tow (rzedna Z) na wartosci wzgledne, odniesione do poziomu terenu. Dzigki temu okreslenie
wysokos$ci obiektow (np. drzew czy budynkéw) oraz okreslanie statystyk przestrzennych
byto znacznie uproszczone. Tak przygotowane dane postuzyly do wygenerowania pochod-
nych warstw rastrowych wykorzystanych kolejno w procesie klasyfikacji OBIA (rys. 2):

O maksymalna warto$¢ wspotrzednej Z punktow w danej komorce rastra (nDSM);

O minimalna warto$¢ wspotrzednej Z punktéw w danej komorce rastra (nMin);

O odchylenie standardowe wspdtrzednych Z punktow w danej komorce rastra (SD);

O warstwa reprezentujaca brak danych (NoData).

Rozmiar piksela dla wszystkich warstw przyjeto na poziomie 1 m. Rasteryzacji chmury
punktow dokonano w oprogramowaniu FUSION/LDV (McGaughey, 2007).

Zobrazowanie satelitarne GeoEye-1 zostato pozyskane w dniu 17.08.2010 r., w czterech
kanatach spektralnych: RGB oraz NIR. Rozdzielczo$¢ terenowa kanatu panchromatycznego
wynosi 0,5 m, natomiast pozostatych kanatéw wielospektralnych 2,0 m. Z powodu metody-
ki ortorektyfikacji obrazu GeoEye-1 na modelu NMT dochodzito do lokalnych przesunigc
ortoobrazu (wysokie budynki, drzewa) w stosunku do danych ALS. W celu usunigcia tych
niedoskonatosci dokonano manualnej transformacji w oparciu o szczegoéty terenowe (np.
wysokie budynki) (rys. 3).

Ze wzgledu na roznice czasu jaki uplynat od pozyskania danych ALS do wykonania zo-
brazowania VHRS (okoto 3 lata) z analiz wylaczono obszary, na ktorych nastapity zmiany w
sposobie pokrycia i uzytkowania terenu (nowe inwestycje budowlane).

Oprogramowanie

W celu przeprowadzenia zaawansowanego przetwarzania chmury punktow ALS wyko-
rzystano modut TerraScan programu Terrasolid (ver. 011) oraz wolne oprogramowanie FU-
SION (USDA Forest Service) i biblioteki Lastools. Do analiz z zakresu OBIA wykorzystano
program eCognition Developer 8.64 (Trimble). Wyniki poszczeg6lnych analiz zaprezentowa-
no przy wykorzystaniu oprogramowania ArcGIS ESRI (9.3).

Klasyfikacja obiektowa

Metodyka analiz zaktadata wyrdznianie typow, tzn. klas wysokosciowych zieleni miej-
skiej, w tym roslinnosci: niskiej (do 1 m), Sredniej (1- 3 m) oraz wysokiej (>3 m), a takze
klas: ,,zabudowa” i ,,woda”. Podejscie obiektowe pozwala wykorzysta¢ w procesie klasyfi-
kacji obrazu nie tylko warto$¢ odbicia spektralnego obiektéw, lecz rowniez cechy geome-
tryczne ich zgrupowan.

Analizy OBIA przeprowadzono w trzech wariantach, tj.:

A —rozwigzanie bazujace wytacznie na danych ALS,

B — wykorzystujacy tylko zobrazowanie satelitarne GeoEye-1,

C —integrujacy dane ALS oraz GeoEye-1.

Dla kazdego z wariantow zastosowano odmienne reguly klasyfikacyjne dostosowane do
specyfiki danych wejsciowych. Wprowadzenie trzech wariantow klasyfikacji OBIA miato na
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celu ocen¢ mozliwosci oraz porownanie doktadnosci klasyfikacji pokrycia terenu, przy wy-
korzystaniu wybranych danych przestrzennych lub ich integracji.

Proces przetwarzania danych OBIA przebiegat kilkuetapowo i hierarchicznie. W kolej-
nych etapach skupiano si¢ na okreslaniu zasiggu poszczegdlnych klas, wykorzystujac w tym
celu np. wartosci wspotezynnika NDVI lub wartosci wysokosci wzglednej (znormalizowana
chmura punktéw). Analizy rozpoczynano od wyréznienia tzw. klas ogolnych (nadrzednych,
zazwyczaj tymczasowych), z ktorych w kolejnych etapach wyodrebniano klasy bardziej
szczegotowe. Dzigki temu uzyskiwano wigksza przejrzystos¢ tworzonych regul klasyfika-
cyjnych i podniesienie doktadnosci metody poprzez mozliwos¢ szczegdtowej reedycji kazde-
g0 Z jej etapdw.

Wariant A

Utworzone na podstawie chmur punktéw ALS pochodne warstwy rastrowe — reprezen-
tujace: wysokos$¢ maksymalna, wysoko$¢ minimalna, odchylenie standardowe wysokosci
obiektéw oraz obszary o braku danych (NoData) — zostaly wykorzystane do sklasyfikowa-
nia tzw. zieleni $redniej i wysokiej, zabudowy oraz wod.

Wyroéznienie poszczegdlnych klas pokrycia terenu oparto na ich cechach przestrzennych
(wymiarze) reprezentowanych przez poszczegélne pochodne warstwy rastrowe (rys. 4).
Wyrdznienie klasy ,,woda” oparto np. na warstwie NoData, wykorzystujac fakt pochtaniania
impulséw lasera przez wody powierzchniowe. Klase ,,zabudowa” oparto na wartosciach
wysoko$ci minimalnej punktow (warstwa nMin). Minimalna wysoko$¢ punktow dla klasy
»zabudowa” jest znacznie wyzsza niz dla klasy ,,roslinnos¢ srednia” i ,,ro$linnos¢ wysoka”,
w przypadku ktérej impulsy lasera czesto penetruja przez korony drzew lub krzewdéw do
gruntu. Zmiennos¢ tej wartosci zwigzana jest przede wszystkim z terminem wykonania ska-
nowania (drzewa w stanie bezlistnym) oraz z duzg gestoscia punktow.

Klasy: ,,roslinnos$¢ wysoka” i ,,roslinnos¢ srednia” wyrézniono na podstawie maksymal-
nej wysokosci (nDSM) oraz wysokiej wartosci odchylenia standardowego znormalizowanej
wysokosci punktow (SD), ktora jest znacznie wigksza niz w przypadku powierzchni planar-
nych dachéw czy placow i drég.

Ze wzgledu na brak informacji na temat intensywnosci odbicia, nie byto mozliwe zwery-
fikowanie przydatnosci jej uzycia w klasyfikacji roslinnosci niskiej (np. trawnikoéw). W efek-
cie klasa ,,ro$linno$¢ niska” nie byta mozliwa do wyrdznienia, ze wzgledu na brak jakiejkol-
wiek informacji spektralnej, a inne charakterystyki przestrzenne oparte na cechach geome-
trycznych okazaly si¢ niewystarczajace.

Wariant B

Wykorzystanie do analizy jedynie obrazow satelitarnych GeoEye-1, przy zalozeniu braku
stosowania jakichkolwiek pol treningowych przez operatora, bylo duzym wyzwaniem dla
autorow. Brak informacji o wysokosci klasyfikowanych obiektéw powodowat, ze ich przy-
pisanie do konkretnej klasy pokrycia terenu wymagato skomplikowanych procedur, bazuja-
cych w duzej mierze na ksztalcie i sasiedztwie, tym bardziej, iz wielokrotnie obiekty nalezace
do roznych klas charakteryzowaty si¢ bardzo podobna charakterystyka spektralng (np. sy-
gnatury drog i dachéw niektérych budynkéw, wody i cienia).

Analizy OBIA rozpoczgto od wstepnego przypisania obiektow powstatych z segmentacji
do klas ,,roslinnos¢” lub ,,brak roslinnosci” na podstawie wartosci wskaznika NDVI (Carl-
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son, Ripley, 1997). Nastgpnie, wewnatrz klasy ,,roslinno$¢” wydzielono ,,niska roslinnos¢”
oraz ,S$rednia i wysoka roslinno$¢” — jedynie na podstawie wartosci w poszczegdlnych
kanatach spektralnych (barwy) oraz tekstury obiektéw. Szczegotowy podziat roslinnosci na
podstawie wysokosci na klasy: ,,roslinnos¢ srednia” i ,,roslinnos$¢ wysoka” nie byt mozliwy
w tym wariancie. Z tymczasowej klasy ,,brak roslinnosci” wydzielono ,,wod¢”, wykorzystu-
jac do tego celu wskaznik NDVI (McFeeters, 1996), oraz ksztalt obiektow. Rozrézniano w
ten sposob spektralnie podobne do klasy ,,woda” obiekty bedace cieniem wysokich budyn-
kéw Iub drzew.

W przypadku tego wariantu najbardziej problematyczna okazata si¢ detekcja budynkow
(klasa ,,zabudowa”). Ostatecznie klase t¢ uzyskano w kilkuetapowym procesie opartym na
zastosowaniu algorytmow: wykrywania krawedzi, analizy barwy, ksztattu obiektéw lub ich
sasiedztwa z tymczasowa klasa ,,cien” (przy zadanym kacie azymutalnym i odlegtosci).

Wariant C

W wariancie tym klasyfikacja OBIA przeprowadzona bylta na zintegrowanych w jednej
przestrzeni geograficznej: geodanych z lotniczego skanowania laserowego i zobrazowaniu
satelitarnym GeoEye-1. Poszczegdlne klasy wyr6zniane byty hierarchicznie poprzez kombi-
nacje informacji geometrycznych zawartych w pochodnych warstwach rastrowych wyge-
nerowanych na podstawie chmur punktéw ALS oraz informacji spektralnej z poszczegoél-
nych kanaléw spektralnych zobrazowania GeoEye-1.

Podobnie jak w przypadku wariantu B, analizy rozpoczg¢to od wstepnego przypisania
obiektow do klas: ,,roslinno$¢” oraz ,,brak roslinnosci”. Nastepnie z klasy ,,roslinno$¢” wy-
dzielono podklasy: ,,niska roslinno$¢”, ,,Srednia roslinnos¢” i ,,wysoka roslinnos¢” na podsta-
wie informacji z warstwy nDSM. W podobny sposéb poszczegdlne segmenty z tymczaso-
wej klasy ,,brak roslinnosci” przypisano do klasy ,,zabudowa”, na podstawie charakterystyk
geometrycznych (wysokie obiekty). Klase ,,woda” wydzielano analogicznie jak w poprzed-
nich wariantach na podstawie wskaznika NDVI oraz warstwy NoData.

Nalezy zaznaczy¢, ze w procesie segmentacji, ktory poprzedzat opisang wyzej klasyfika-
cje, wykorzystywane byly zaré6wno pochodne chmur punktéw, jak i poszczegdlne kanalty
spektralne zobrazowania satelitarnego. Ponadto, w analizach wykorzystane zostaty algoryt-
my pozwalajace na laczenie obiektow spetniajacych zdefiniowane kryteria podobienstwa. W
rezultacie, wynikowe segmenty charakteryzowaty sie homogenicznoscia pod wzgledem
wysokos$ci wzglednej, jak i radiometrii (barwy), dzigki czemu odzwierciedlatly one mozliwie
wiernie faktyczne zréznicowanie przestrzenne (wysokosciowe) i gatunkowe roslinnosci oraz
rézne typy zabudowy.

Statystyki przestrzenne roS$linnos$ci wysokiej

Wygenerowane w ramach wariantu C obiekty przypisane do klas ,,roslinnos¢ srednia” lub
,roslinnos¢ wysoka”, zostaty zapisane jako warstwa wektorowa (SHAPE ESRI) i uzyte do
obliczenia wybranych statystyk przestrzennych chmury punktéw ALS. W tym celu opraco-
wany zostat skrypt w srodowisku statystycznym R (R Development Core Team, 2009),
ktory w sposéb w petni automatyczny przetwarzat podzbiory chmur punktéw, ktorych za-
siegg wyznaczaty sklasyfikowane segmenty. Dziatanie skryptu polegato na obliczeniu wybra-
nych statystyk przestrzennych dotyczacych rozktadu pionowego punktéow (rzedna Z), w
tym: Sredniej, odchylenia standardowego, wspdtczynnika zmiennosci, kurtozy, skosnosci,
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mediany i innych. Byly one obliczane w r6znych wariantach progu wysokosciowego defi-
niowanego przez uzytkownika (np. odchylenie standardowe wysokosci punktéw ALS po-
wyzej 1 m nad gruntem). Ponadto, skrypt pozwalat na okreslenie objetosci roslinnosci na
podstawie tzw. voxeli (pikseli 3D), ktérych rozmiar i warunek zawierania si¢ w nim minimal-
nej liczby punktow ALS mogly by¢é modyfikowane przez operatora. Wygenerowane staty-
styki moga by¢ podstawg dalszych analiz (modelowanie statystyczne) lub wizualizacji. Na
ich podstawie generowane moga by¢ dalsze pochodne wskazniki przestrzenne, np. wskaz-
nik V/A przedstawiajacy stosunek objetosci roslinnosci do zajmowanej przez nia powierzchni
(Miicke i in., 2010).

Ocena dokladnosci klasyfikacji OBIA

Dla potrzeb przeprowadzenia oceny poprawnosci klasyfikacji, wygenerowano 5000 punk-
téw o losowym potozeniu, pokrywajacych caly obszar analiz. Kazdemu z punktéw operator
manualnie przypisat odpowiednia klas¢ pokrycia terenu opierajac si¢ na: aktualnych ortofoto-
mapach lotniczych, serwisach mapowych (Geoportal, Google Maps, Bing Maps) wspiera-
nych informacja wysokosciowa zaczerpnigta z chmur punktéw ALS oraz dokumentacja
fotograficzng sporzadzong w terenie (zdjgcia naziemne z pozycja GPS, tzw. geotagowane).

Wyniki

Klasyfikacja w wariancie A, oparta jedynie na analizach danych ALS, pozwolita na wyrdz-
nienie klas: ,,roslinnos¢ $rednia”, ,,ros$linno$¢ wysoka”, ,,zabudowa” oraz ,,woda” (tab. 1).
Okazato sig, ze wyodrebnienie klasy ,,roslinno$¢ niska” jest w tym wariancie niemozliwe, ze
wzgledu na brak informacji radiometrycznej (brak informacji o intensywnosci sygnatu odbi-
tego). Na uwage zasluguje stosunkowo niski blad pominigcia (ang. error of ommission,
1 — doktadno$¢ producenta) wszystkich klas oraz niski btad przeszacowania (ang. error of
commission, 1— doktadno$¢ uzytkownika) dla klas ,,ros$linno$¢ wysoka” i ,,zabudowa”. Sto-
sunkowo wysokg doktadnos¢ przeprowadzonej klasyfikacji w wariancie A potwierdza takze
wizualna ocena rezultatu (rys. 6).

Tabela 1. Wyniki klasyfikacji — wariant A

Liczba punktow testowych dla klasy wg danych referencyjnych Dokladnos¢
roslinnos¢ roslinnos¢ | zabudowa | woda inne razem wytkownika
Srednia wysoka
Wynik roslinnos¢ $rednia 218 138 24 1 141 522 0,42
g]aBSIy/fkaCji rodlinnosé wysoka 4 1052 17 1 2 1096 0.96
zabudowa 3 27 731 0 15 776 0,94
woda 1 6 2 30 3 42 0,71
niesklasyfikowane 47 193 36 3 2285 2564 0,89
razem 273 1416 810 35 2466 5000
Dokladnos¢ producenta 0,80 0,74 0,90 0,86 0,93
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Klasyfikacja OBIA przeprowadzona wyltacznie w oparciu o dane GeoEye-1 (wariant B,
tab. 2) charakteryzowala si¢ troche mniejsza doktadnoscia niz w przypadku wariantu A. W
przeciwienstwie do niej, nie bylo mozliwe wydzielenie réznych typéw (klas) wysokoscio-
wych, tj.: ,roslinnosci sredniej” i ,,roslinnosci wysokiej”, co skutkowato ich polaczeniem w
jedna klase ,,roslinnos¢ srednia i wysoka”. Sukcesem zakonczylo si¢ natomiast wyrdznienie
klasy ,,ros$linno$¢ niska”, ktéra pod katem spektralnym byla wyraznie zréznicowana od po-
zostalej roslinnosci.

Obliczone wspotczynniki doktadnosci klasyfikacji, tj.: uzytkownika i producenta, odzwier-
ciedlaja pewne problemy w sytuacji przeprowadzania w petni automatycznej klasyfikacji
OBIA, niewykorzystujacej zadnych po6l treningowych. Dla wariantu B, wartosci wspotczyn-
nikow doktadnosci klasyfikacji byly tylko nieznacznie nizsze w przypadku klas roslinnosci
oraz znaczaco nizsze w przypadku klasy ,,woda” — btad pominiecia wynosi ponad 0,80, co
wynika z btednego sklasyfikowania tej klasy jako klasy ,,cien”. Pozostate klasy charaktery-
Zujq si¢ wartosciami bledéw pominigcia i przeszacowania w zakresie 0,3-0,4, co nie do
konca satysfakcjonuje autoréw.

Tabela 2. Wyniki klasyfikacji — wariant B

Liczba punktow testowych dla klasy wg danych referencyjnych Dokladnos¢
I T . wytkownika
roslinnos¢ rodlinnos¢ | zabudowa | woda inne razem
niska $rednia
i wysoka
Wynik roslinnos¢ niska 1093 450 37 5 61 1646 0,66
Kasyfkacji | hmosc dredrin 350 1167 1 8 1 1527 0.76
OBIA .
i wysoka
zabudowa 3 5 460 1 134 603 076
woda 0 0 0 7 0 7 1.0
niesklasyfikowane 84 67 312 15 739 1217 0,61
razem 1530 1689 810 36 935 5000
Dokladnos¢ producenta 0,71 0,69 0,57 0,19 0,79

W wyniku przeprowadzonej klasyfikacji OBIA oraz analiz statystycznych, stwierdzono
jednoznacznie, ze w przypadku integracji réznych komplementarnych w stosunku do siebie
technologii, tj.: ALS i VHRS, doktadnos¢ klasyfikacji znacznie si¢ zwigkszala (rys. 5-8, tab.
1-4 zawierajace macierze bledow wg Congaltona, 1991). Potwierdza ten fakt zaréwno
najwyzsza warto$¢ wspotczynnika Kappa (Cohen, 1960), wspotczynnika ogdlnej doktadno-
Sci klasyfikacji oraz wspdtczynnikéw: sredniej doktadnosci uzytkownika oraz sredniej do-
ktadnos$ci producenta, ktére dla wariantu C przyjmujq najwyzsze wartosci (tab. 4).

W przypadku wariantu C (tab. 3), wartosci btedoéw przeszacowania i pominigcia byly
zasadniczo nizsze niz w poprzednich wariantach. Najwyzsza wartoscig btedu pominigcia
charakteryzowata si¢ klasa ,,woda”. Wynika¢ to moze z faktu, iz punktom referencyjnym
przypisano klase gtownie na podstawie ortofotomapy lotniczej, charakteryzujacej si¢ wieksza
doktadnoscia przestrzenng (wieksza szczegdtowos¢, piksel 0,25 m) niz zobrazowanie Geo-
Eye-1. W przypadku waskich ciekow wodnych, moglo zdarzy¢ si¢, iz wartos¢ spektralna
piksela z kanaléw MS (rozdzielczo$¢ przestrzenna 2 x 2 m) zobrazowania GeoEye zdomino-
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Tabela 3. Wyniki klasyfikacji — wariant C

Liczba punktow testowych dla klasy wg danych referencyjnych Dokladnos¢
roslinnos¢ | roslinnos¢ | roslinos¢ | zabudowa |  wody inne razem uzytkownika
niska $rednia | wysoka
Wynk | rodlinno$¢ niska | 1392 45 109 13 7 55 1621 0,86
Kisyfka- | okt sodrin | 45 184 98 6 3 3 339 0.54
cji OBIA | [OSINOSC St :
ro$limos¢ wysoka 26 32 1170 16 2 1 1247 0,94
zabudowa 2 1 8 702 0 3 716 0,98
wody 0 0 0 0 15 0 15 1,00
niesklasyfiko- 65 11 31 73 9 873 1062 0,82
wane
razem 1530 273 1416 810 36 935 5000
Dokladnosé¢ producenta 0,91 0,67 0,83 0,87 0,42 0,93

wana byla przez roslinnos¢ porastajaca Tabela 4. Ocena zbiorcza dokladnosci klasyfikacji

brzeg cieku i tym samym ciek nie zostat OBIA w poszczegdlnych wariantach
poprawnie zaklasyfikowany jako ,,woda”.

Fakt, iz z 36 punktow testowych az 12 Wariant klasyfikacji
zostalo zaklasyfikowanych jako roslinnos¢ OBIA
wydaje si¢ potwierdzac te teze. A B C

Dodatkowo, na podstawie wygenero- |Ogsna dokladnos¢ klasyfikacji 0,863 |0,693 0,867
wanych statystyk przestrzennych dla |¢rednia dokladnosc producenta  0.846 0,592 0,771
chmur punktow ALS, dla kazdego z ho- T o730 hdnoce wytkownika 0785 0760 0.857

mogenicznych spektralnie i wysokoscio-
g y, P e Wspolezynnik Kappa 0,791 10,580 (0,827
wo segmentdw tworzacych klase ,,roslin-

nos$¢ $rednia” oraz ,,roslinnos¢ wysoka”
dokonano wizualizacji czterech z nich (statystyk lub wskaznikow, rys. 9).

Wspotczynnik V/A prezentujacy stosunek objgtosci roslinnosci do zajmowanej przez nig
powierzchni, przyjmuje wysokie wartosci w przypadku duzej objetosci roslinnosci zajmuja-
cej niewielka powierzchnig terenu (np. grupy bardzo wysokich drzew o dlugich i waskich
koronach), a niskie wartosci w przypadku niewysokich, ale rozleglych ptatow roslinnosci w
niewielkim stopniu wypehiajacych przestrzen (np. zarosla krzewiaste) lub wysokich drzew
o azurowych lub wysoko osadzonych koronach.

Pozostate przyktady statystyk informuja o pionowym zréznicowaniu rozktadu punktéw z
chmury ALS wewnatrz segmentow. Zrdznicowanie rozktadu obrazuje odchylenie standardo-
we oraz tzw. rozstep ¢wiartkowy. Obydwa ww. wskazniki wygenerowane zostaly z zatoze-
niem progu pominigcia punktéw ALS ponizej 1 m wysokosci wzglednej. Podziat pionowy
chmury punktéw ALS na 3 réwne czesci ptaszczyznami prostopadtymi do osi Z, pozwala na
okreslenie procentowej liczby punktéw w kazdej z tych warstw wysokosci: L1 (0 - 1/3),
L2 (1/3 -2/3)i L3 (2/3 - 3/3) (Muicke i in., 2010) informujac jednoczesnie o pionowym ich
rozktadzie (rys. 9).
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Dyskusja i wnioski

Na podstawie przedstawionych wynikéw mozna wnioskowac, iz integracja technologii
lotniczego skanowania laserowego oraz wysokorozdzielczych zobrazowan satelitarnych
GeoEye-1 pozwala na wyeliminowanie niedoskonatosci kazdej z nich, tj. braku informacji
spektralnej w przypadku chmur punktéw ALS i braku charakterystyk przestrzennych 3D w
przypadku zobrazowan optycznych VHRS. Tym samym mozliwe jest osiagniecie o wiele
wigkszej doktadnosci klasyfikacji na drodze w petni automatycznej obiektowo zorientowane;j
analizy obrazu (OBIA).

Opracowane metody klasyfikacji OBIA, jako zbior regut klasyfikacyjnych (ang. rule set)
w oprogramowaniu eCognition (Trimble), charakteryzuja si¢ wysoka uniwersalnoscia i nie
wymagaja stosowania pol treningowych. Przygotowanie takiego rozwigzania metodycznego
jest niewatpliwie trudniejsze i bardziej czasochtonne niz tradycyjna klasyfikacja ,,pikselowa”,
ale w konsekwencji pozwala na szybkie przetwarzanie duzej liczby zbioréw danych w trybie
wsadowym bez udzialu operatora. Reguly klasyfikacyjne sa na tyle niezalezne od danych
wejsciowych, ze ich wykorzystanie w przypadku analiz innego zestawu danych wejscio-
wych wymaga jedynie dostosowania kilku parametréw (np. wartosci progowej wspotczyn-
nika NDVI dla klasyfikacji roslinnosci, itp.).

Zblizone wartosci wspotczynnikow charakteryzujacych doktadnos¢ klasyfikacji OBIA,
tj.: doktadno$¢ producenta (ang. accuracy) oraz doktadnos$¢ uzytkownika (ang. reliability)
dla klas: ,,roslinnos¢ wysoka”, ,,roslinnos¢ $rednia” i ,,zabudowa” pozwalajq stwierdzi¢, iz
mozliwe jest uniezaleznienie poprawnej detekcji tych klas od informacji spektralnej zawartej
w zobrazowaniach satelitarnych (np. GeoEye-1). W przypadku klasyfikacji pokrycia terenu,
w ktorej nacisk potozony jest jedynie na detekcj¢ ww. klas, mozliwe jest oparcie analiz OBIA
jedynie na chmurach punktéw ALS.

Z drugiej jednak strony, wizualna ocena rezultatow klasyfikacji dla ww. klas, wskazuje na
niewielka przewage klasyfikacji przeprowadzonej w wariancie C, integrujacym dane geome-
tryczne (ALS) i radiometryczne (VHRS), gléwnie z uwagi na fakt, iz segmentacja wykonywa-
na jest nie tylko w oparciu o podobienstwo wysokosci/odchylenia standardowego punktéw lub
jedynie w oparciu o warto$¢ jaskrawosci pikseli zobrazowania, lecz o obie te informacje jedno-
czesnie. Z tego powodu mozna twierdzié, iz utworzone obiekty przedstawiaja homogeniczny
plat roslinnosci, zarowno pod wzgledem sktadu gatunkowego, jak i wymiaréw jego zasiegu.

Jedynie integracja zobrazowania satelitarnego z informacja zawarta w chmurach punk-
tow ALS pozwolita na pelng detekcje wszystkich klas pokrycia terenu bedacych przedmio-
tem opracowania, stanowigc doskonaly przyktad wartosci dodanej dwdch komplementar-
nych technologii. Dane ALS obszaru testowego, ze wzgledu na brak jakiejkolwiek informacji
spektralnej (nawet intensywnosci), nie pozwolity na wyréznienie klasy ,,roslinnos$¢ niska”.
Z drugiej strony, zobrazowanie satelitarne GeoEye-1 nie pozwalato na sklasyfikowanie ro-
slinnosci sredniej, wyroznianej jedynie na podstawie wysokosci, a rozréznianie klas na pod-
stawie tekstury obrazu lub informacji o sgsiedztwie okazato si¢ mniej doktadne niz w przy-
padku chmury punktéw ALS.

Badania potwierdzity, iz integracja wielu zrodet informacji o réznej rozdzielczosci prze-
strzennej i spektralnej stwarza nowe mozliwosci w podejsciu obiektowym klasyfikacji po-
krycia terenu. Wskazane byloby stosowanie synchronizowanych czasowo zestawow geo-
danych, tj. pochodzacych z nieodleglych przedzialéw czasowych. Z drugiej strony skano-
wanie poza okresem wegetacji (ang. leave off) daje znaczaco bogatszg informacj¢ o struktu-
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rze pionowej roslinnosci wysokiej i sredniej. Optymalne wydaje si¢ posiadanie zestawu
danych ALS z okresu wegetacji oraz poza nia (np. naloty jesienno-wiosenne).

Wykorzystanie syntetycznych wskaznikéw przestrzennych pozwala opisywac przestrzen
wypetniona roslinno$cia oraz jej strukture pionowa, co ma bardzo duze znaczenie w bada-
niach srodowiskowych, szczegdlnie w aspekcie oceny dzielnic miasta pod katem szeroko
rozumianego wskaznika zieleni jako elementu podnoszacego komfort zycia. W artykule przed-
stawiono jedynie kilka przyktadowych wskaznikow, ktére sg aktualnym przedmiotem badan
autoréw i beda wykorzystane w procesie automatycznego okreslania wybranych parame-
trow roslinnosci wysokiej w miastach oraz w naturalnych ekosystemach.

W Polsce wdrazany jest projekt ISOK (Informatyczny System Ostony Kraju), ktéry sta-
wia sobie za cel pokrycie niemal 200 000 km? kraju chmurami punktéw ALS o bardzo duzej
gestosci, wraz z informacja radiometryczng (niestety jedynie RGB ze zdje¢ lotniczych). In-
formacje te beda umieszczone w panstwowym zasobie geodezji i kartografii (PZGiK).

Autorzy pokladaja duze nadzieje w tym, ze dostgp do tych zasobow przyczyni sie do
rozwoju projektow i konkretnych wdrozen — otworzy si¢ catkowicie nowa przestrzen ba-
dawcza w zakresie automatycznej detekcji klas pokrycia terenu, analizy ich struktury prze-
strzennej i generowania map ich zmian w réznych przedziatach czasowych.
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Abstract

The paper presents first results of advanced research concerning the use of integrated airborne laser
scanning data and high resolution satellite images for the purpose of urban land cover mapping,
particularly vegetation. Object-based image analysis was used for data processing, without any
training areas and with three different approaches: A— only ALS data; B— based on GeoEye-1 satellite
image only;, C — based on both integrated datasets. Using integrated point clouds with spectral
information stored in GeoEye-1 bands resulted in the best classification outcome (Kappa = 0.83),
allowing detection of all classes that were the subject of analysis. Vertical structure assessment possi-
bilities with the use of point cloud data were also shown in the paper.
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Rys. 2. Pochodne warstwy rastrowe wygenerowane na podstawie chmur punktow ALS dla fragmentu
terenu badan: od lewej — nDSM, nMin, SD (objasnienia w tekscie)

Rys. 3. Fragment zobrazowania GeoEye-1: od lewej — kanat panchromatyczny (PAN), kompozycja RGB
(321), kompozycja CIR (432)

Rys. 4. Profil poprzeczny przez fragment znormalizowanej chmury punktéw ALS;
linig przerywana przedstawiono warto$¢ minimalnej znormalizowanej wysokosci punktéw —
wyraznie wyzsze wartosci nMin obserwowane sa dla powierzchni dachow



Rys. 5. Wyniki analiz klasyfikacji OBIA dla fragmentu obszaru badan: od lewej warianty:
A (ALS), B (VHRS) i C (ALS + VHRS)

Wynik klasyfikacji. Wariant A (ALS).
- roslinno$¢ srednia roslinnosé¢ wysoka obszar nieanalizowany

- — - o 0 025 05 1km
S S S E—

Rys. 6. Mapa pokrycia terenu przy zastosowaniu wariantu A (ALS)




Wynik klasyfikacji. Wa (VHRS).
- ro$linnosé niska roslinno$¢ $rednia/wysoka obszar nieanalizowany

- sablidows - ot 0 025 05 1km

Rys. 7. Mapa pokrycia terenu przy zastosowaniu wariantu B (VHRS)

Wynik klasyfikacji. Wariant C (ALS+VHRS).
- roslinnosé niska - roslinnosé srednia roslinnosé wysoka

0 0.25 0.5 1k
- zabudowa - woda obszar nieanalizowany ! 1 ' ] g

Rys. 8. Mapa pokrycia terenu w wariancie C (opartym o dane ALS i zobrazowanie satelitarne)




T
Wspdtczynnik V/A

N 00 1.0 [N 1620 [ 3.1-40 [ 5.1-6.0 [ 71-90 B zsbudowa
-1 2130 41-50 [ 61-70 [ 91-15

Odchylenie standardowe punktéw >1m

I 000-1.00 [ 201300 N 401500 1 601700 [N 501900 [N 10011100 [ 1201- 1300 B zzbudowa
I 101200 [ 301400 5 501 6,00 [0 701-8.00 I 901 - 1000 [ 11.01 - 1200

LP R 2
Odsetek liczby punktéw w warstwie L3
1IN 000-0.05 [ 0:1-015 | 021-025 [ 031-0.40 [N 051-075

Rozstep éwiartkowy (IQR) wysokosci punktéw >1m

I zabudowa 1N 000 - 1.00 I 151 -250 WY 351-5.00 [ 651-800 [N 1001-15.00
I zabucowa
I 000-0.10 I o10-0:20 N 020-020 [ o100 [ o70- 1.0 I 101150 [ 251350 1 501-6.50 [N 801 - 1000 [N 15013000

Rys. 9. Wybrane wskazniki i statystyki przestrzenne wygenerowane na podstawie chmur punktoéw ALS
dla segmentdw ,.roslinnosci $redniej” i ,,roslinnosci wysokiej”



